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从 Ollama 到 vLLM 生产级私有化部署全流程
第一章：开源模型选型决策框架
开源模型越来越多，质量越来越高。但「怎么选」是工程师面临的第一个问题——不同任务、不同约束，最优选择差异很大。

1.1 选型的五个维度
	维度
	关键问题
	评估方法

	任务匹配度
	这个模型在你的任务类型上表现如何？
	找该任务的公开 Benchmark，或用你的数据测试

	语言支持
	中文质量如何？（如果你需要中文）
	中文测试集：C-Eval、CMMLU

	推理资源
	你有什么硬件？GPU 显存、CPU 内存
	计算模型需要的最小显存

	许可证
	可以商用吗？有没有限制？
	查看 License：MIT/Apache 最宽松，LLaMA 有限制

	生态支持
	有没有工具链支持（Ollama/vLLM 等）？
	主流模型支持更好，问题更容易解决



1.2 2025 年主流开源模型对比
	模型
	参数量
	中文
	代码
	推理
	许可证
	推荐场景

	Qwen2.5 7B
	7B
	优秀
	良好
	良好
	Apache 2.0
	中文为主，性价比最高

	Qwen2.5 72B
	72B
	优秀
	优秀
	优秀
	Apache 2.0
	高质量中文，接近 GPT-4

	Llama 3.3 70B
	70B
	良好
	优秀
	优秀
	LLaMA 3
	英文最强，综合能力强

	DeepSeek-R1 7B
	7B
	良好
	良好
	优秀
	MIT
	推理任务，性价比高

	DeepSeek-V3
	671B（MoE）
	优秀
	优秀
	优秀
	MIT
	顶级能力，需要大显存

	Mistral 7B
	7B
	一般
	良好
	良好
	Apache 2.0
	欧洲数据合规



1.3 显存需求速查
	模型大小
	FP16 显存
	Q8 显存
	Q4 显存
	最低硬件

	7B
	14 GB
	7 GB
	4 GB
	RTX 3080 10GB / Mac M2 8GB

	13B
	26 GB
	13 GB
	7 GB
	RTX 3090 24GB / Mac M2 Pro 16GB

	34B
	68 GB
	34 GB
	18 GB
	A100 80GB / Mac M2 Ultra 64GB

	70B
	140 GB
	70 GB
	38 GB
	2x A100 / Mac Studio M2 Ultra 192GB

	671B（MoE）
	~120 GB（激活参数）
	~60 GB
	~35 GB
	多卡 A100



第二章：生产级部署——vLLM
Ollama 适合开发者本地使用。生产环境需要 vLLM——高吞吐量、OpenAI 兼容 API、支持多 GPU、连续批处理。

2.1 vLLM 的核心优势
	特性
	vLLM
	Ollama

	吞吐量
	极高（PagedAttention 技术）
	中等

	并发支持
	高（连续批处理）
	低

	GPU 利用率
	高（>90%）
	中（60-70%）

	OpenAI 兼容
	✅ 完全兼容
	✅ 完全兼容

	多 GPU 支持
	✅ 张量并行
	❌ 不支持

	适合场景
	生产服务器
	开发者本地



vLLM 部署
# vLLM 生产部署（Docker）
docker run -d \
  --gpus all \
  --name vllm-server \
  -p 8000:8000 \
  -v /models:/models \
  vllm/vllm-openai:latest \
  --model /models/Qwen2.5-7B-Instruct \
  --tensor-parallel-size 2 \   # 使用 2 张 GPU
  --max-model-len 32768 \       # 最大上下文长度
  --gpu-memory-utilization 0.90 \  # GPU 显存利用率
  --served-model-name qwen2.5-7b   # API 中使用的模型名

# 调用（完全兼容 OpenAI API）
curl http://localhost:8000/v1/chat/completions \
  -H "Content-Type: application/json" \
  -d '{"model": "qwen2.5-7b", "messages": [{"role": "user", "content": "你好"}]}'

# TypeScript 调用（用 openai 包）
import OpenAI from 'openai';
const client = new OpenAI({ baseURL: 'http://localhost:8000/v1', apiKey: 'none' });


2.2 生产部署检查清单
	检查项
	配置建议

	负载均衡
	多个 vLLM 实例 + Nginx 负载均衡

	健康检查
	GET /health 监控端点，异常时自动重启

	显存保护
	设置 --max-model-len 防止超长请求耗尽显存

	请求限流
	在 Nginx 层限制每秒请求数

	日志
	记录每个请求的延迟、Token 数、错误

	监控告警
	GPU 利用率、显存使用、队列深度



第三章：LoRA 微调实战
LoRA（Low-Rank Adaptation）是最流行的开源模型微调方法——不修改原始模型权重，只训练少量「适配器」参数，成本低、效果好。

3.1 LoRA 的原理
全量微调需要更新所有参数（7B 模型 = 70 亿个参数），成本极高。LoRA 的思路是：在原始权重矩阵旁边加一个「低秩分解」的小矩阵，只训练这个小矩阵。

	参数
	全量微调
	LoRA 微调

	可训练参数量
	7B（全部）
	约 20-80M（仅适配器）

	显存需求
	80GB+（7B 模型）
	16-24GB（7B 模型）

	训练时间
	数天到数周
	数小时到数天

	效果
	最好
	接近全量微调（95%+）

	灵活性
	需要保存完整模型
	适配器可与基础模型分离存储



3.2 LoRA 微调完整流程
LoRA 微调流程
# 使用 LLaMA-Factory 进行 LoRA 微调（推荐框架）
# pip install llamafactory

# 1. 准备数据（JSONL 格式）
# data/my_dataset.jsonl
# {"instruction": "你是客服助手", "input": "退款要多久？", "output": "退款通常3-5个工作日到账"}

# 2. 创建训练配置
# train_config.yaml
model_name_or_path: Qwen/Qwen2.5-7B-Instruct
stage: sft                    # 监督微调
do_train: true
finetuning_type: lora         # 使用 LoRA
lora_rank: 64                 # LoRA 秩，越大效果越好但显存越多
lora_alpha: 128
lora_target: all              # 在所有线性层加 LoRA
dataset: my_dataset
template: qwen                # 对话模板
cutoff_len: 2048
per_device_train_batch_size: 4
gradient_accumulation_steps: 4
num_train_epochs: 3.0
learning_rate: 1.0e-4
output_dir: ./lora_output

# 3. 开始训练
llamafactory-cli train train_config.yaml

# 4. 合并 LoRA 权重（可选，合并后推理更快）
llamafactory-cli export \
  --model_name_or_path Qwen/Qwen2.5-7B-Instruct \
  --adapter_name_or_path ./lora_output \
  --export_dir ./merged_model \
  --export_size 4  # 量化到 4bit


3.3 微调数据准备要点
	要点
	说明

	数量
	最少 500 条，1000-3000 条效果明显提升，超过 10000 收益递减

	质量
	每条数据都要是期望输出的最高质量示例，宁缺毋滥

	多样性
	同一类任务要有不同的问法，避免过拟合到固定格式

	负例（可选）
	加入「用户问X，正确回答是Y而不是Z」的负例，帮助模型学会拒绝

	通用数据混入
	加入 5-10% 的通用对话数据，防止灾难性遗忘



第四章：推理优化进阶

4.1 推理速度优化技术
	技术
	原理
	提速比例
	适合场景

	量化（Q4/Q8）
	降低权重精度
	1.5-3x
	所有场景，首选优化

	Flash Attention
	优化 Attention 计算
	1.2-2x
	长上下文场景

	连续批处理
	多请求共享计算
	3-10x（高并发）
	生产服务

	投机采样
	小模型预测 + 大模型验证
	1.5-3x
	大模型推理

	KV Cache 优化
	缓存历史计算结果
	显著降低多轮延迟
	多轮对话



推理基准测试
// 推理性能基准测试
async function benchmarkInference(model: string, prompts: string[]) {
  const results = [];

  for (const prompt of prompts) {
    const start = Date.now();
    let firstTokenTime: number | null = null;
    let totalTokens = 0;

    const stream = await client.chat.completions.create({
      model, stream: true,
      messages: [{ role: "user", content: prompt }],
    });

    for await (const chunk of stream) {
      if (!firstTokenTime && chunk.choices[0]?.delta?.content) {
        firstTokenTime = Date.now() - start;  // 首 Token 延迟
      }
      totalTokens++;
    }

    const totalTime = Date.now() - start;
    results.push({
      ttft: firstTokenTime,                              // Time to First Token
      tps: totalTokens / (totalTime / 1000),            // Tokens per Second
      totalLatency: totalTime,
    });
  }

  return {
    avgTTFT: avg(results.map(r => r.ttft)),
    avgTPS: avg(results.map(r => r.tps)),
    p95Latency: percentile(results.map(r => r.totalLatency), 95),
  };
}


	私有化部署的战略价值
2025 年，私有化部署开源模型正在从「技术极客的玩具」变成「企业 AI 的主流选择」。

驱动力：
▸ 数据合规压力：个人信息保护法要求数据不出境
▸ 成本压力：大规模调用时，私有化边际成本接近 0
▸ 模型能力：开源模型质量已接近闭源 API
▸ 定制需求：LoRA 微调可以精准适配业务场景

作为掌握私有化部署能力的 AI 工程师，
你能服务的场景将远超只会调用 API 的工程师。
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